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Bakgrund
Traumatisk hjärnskada definieras som en 
störning i hjärnfunktionen eller en anatomisk 
hjärnskada som följd av en yttre kraft eller 
som båda dessa (3). I Finland vårdas upp till 
6 000 personer varje år på sjukhus på grund 
av en traumatisk hjärnskada (jämför med att 
det årligen diagnostiseras cirka 5 000 fall av 
prostatacancer hos män och cirka 5 000 fall 
av bröstcancer hos kvinnor) och upp till 10 
procent av dem vårdas på intensivvårdsav-
delning (4, 5). Varje år dör omkring 1 000 
personer som följd av traumatisk hjärnskada 
i Finland (4) (jämför med 900 döda i prosta-
tacancer och 900 döda i bröstcancer per år). 
Det är häpnadsväckande siffror och trauma-
tisk hjärnskada har därför kommit att kallas 
den tysta epidemin (6). Samtidigt får man inte 
glömma alla de som överlever hjärnskadan 
med livslånga funktionsnedsättningar och 
neurologiska symtom (2). 

Patienter med traumatisk hjärnskada: 
intensivvård och datainsamling
Trauma mot hjärnan får till stånd en rad patofy-
siologiska kaskader som kulminerar i cerebralt 
ödem, nedsatt perfusionstryck och blodflöde i 
hjärnan och ischemi (7). Själva traumat orsakar 
en så kallad primär hjärnskada, exempelvis 
ett växande akut subduralhematom. Genom 
akut neurokirurgi kan man stoppa blödningen 
och förhindra en eskalering av den primära 
hjärnskadan. Efter en primär hjärnskada upp-
kommer en så kallad sekundär hjärnskada 
(7). Precis som den primära hjärnskadan leder 
en obehandlad sekundär hjärnskada till hjär-
nischemi. Intensivvård av patienter med trau-
matisk hjärnskada går främst ut på att förhindra 
progression av sekundär hjärnskada genom att 
förhindra och behandla sekundära insulter. Ex-
empel på insulter som kan förvärra en sekundär 
hjärnskada är epileptiska anfall, hyponatremi, 
hypertermi och koagulopati (8). Eftersom det 
i dagens läge inte finns någon markör för att 
objektivt mäta skadenivån i hjärnan eller ef-
fekten av de sekundära insulterna på hjärnan 
(jämför troponin vid akut hjärtinfarkt, kreatinin 
eller GFR vid njursvikt och CRP vid infektion), 
övervakas hjärnans tillstånd med en rad olika 
indirekta variabler, exempelvis intrakraniellt 
tryck (ICP), perfusionstryck i hjärnan (CPP, 
vilket är skillnaden mellan medelartärtrycket 
MAP och ICP) och partiellt syretryck i hjärnan 
(pbtO2) (9). 
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Traumatisk hjärnskada är globalt sett en av de snabbast ökande och mest förödande sjukdomar-
na, speciellt i låg-och medelinkomstländer där incidensen av tra!kolyckor är på uppgång. Trots 
"ertalet storskaliga internationella randomiserade studier !nns det ingen e#ektiv behandling 
av traumatiska hjärnskador. Intensivvården går ut på att förhindra progression av en sekundär 
hjärnskada genom att upprätthålla normal fysiologisk hemostas så långt det går utan att förvärra 
hjärnskadan. Det !nns inget sätt att objektivt kvanti!era en sekundär hjärnskada eller dess e#ekt 
på patientens prognos. Som en följd av framsteg inom maskininlärning, förbättrad beräkningska-
pacitet hos datorer och stora internationella databaser är det möjligt att utveckla nya algoritmer 
som har potentialen att i framtiden kunna förbättra kvaliteten på intensivvården och utfallet för 
denna patientgrupp. 
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Mängden information som samlas in om en 
patient som behandlas för traumatisk hjärn-
skada på intensivvårdsavdelning är enorm 
och består av miljontals datapunkter (bara 
ICP samplas in med en frekvens på 9 Hz). 
Läkarna står då inför ett dilemma: Hur kan 
man ta all information i beaktande för att ge 
den enskilda patienten bästa möjliga vård? 
Dessutom är de flesta patientdatasystem som 
används uppbyggda för annat ändamål än 
vård av patienter, vilket gör det ännu svårare 
att hitta och beakta all relevant information. 
Utöver detta har människan en begränsad 
förmåga att behandla information och en för 
stor mängd tillgänglig information kan leda 
till informationsöverbelastning och oförmåga 
att finna kliniskt relevanta trender och fynd 
(10, 11). Det kan leda till varierande och 
suboptimala behandlingsbeslut. 

Ju högre ICP är desto kortare tid krävs 
det för att permanent hjärnskada ska uppstå 
(12). Trots att monitorering och behandling 
av ICP är grunden för behandlingen har man 
inte kunnat relatera den direkta effekten av 
ICP till hjärnskadans svårighetsgrad eller 
patientutfall. Man använder arbiträra icke-
personifierade ICP-gränser på 20–22 mmHg 
för att initiera ICP-behandling (13). Det är 
dock sannolikt att det finns individuella skill-
nader i ICP-tolerans. Dessutom innehåller 
ICP mycket mer information än bara tryck-
värdet. Genom att kombinera ICP med MAP 
kan man mäta CPP och hjärnans vaskulära 
autoreglering (t.ex. PRx, pressure reactivity 
index) (14). Bara dessa fyra variabler (ICP, 
MAP, CPP, PRx) ger 3,1 miljoner datapunkter 
per dag med en normal monitoreringsfrekvens 
på 9 Hz. Att beakta all information är kort 
sagt omöjligt för människohjärnan.

Från heuristisk läkemedelskonst 
till medicin baserad på arti!ciell 
intelligens 
Före den nuvarande perioden av evidens-
baserad medicin var medicinen till stor del 
heuristisk och anekdotbaserad (15). Idag finns 
det förhoppningar om att vi kan övergå till 
en tredje medicinsk tidsperiod dominerad av 
stordata (big data) och artificiell intelligens. 
Artificiell intelligens (den korrekta termen 
som det refereras till här är maskininlärning, 
en undergren av artificiell intelligens) har po-
tentialen att behandla enorma datamängder, 
upptäcka komplexa icke-linjära samband 
och sammanfatta dessa på ett förståeligt sätt 
för klinikern. Maskininlärning kan grovt 

taget delas in i tre huvudtyper: övervakad 
maskininlärning (supervised), oövervakad 
maskininlärning (unsupervised) och förstärkt 
maskininlärning (reinforced). I övervakad ma-
skininlärning ingår det att man anger utfallet 
(t.ex. död eller levande) och låter algoritmen 
hitta bästa sättet att komma fram till slutresul-
tatet. I oövervakad maskininlärning ingår det 
att man inte anger utfallet eller gruppen utan 
låter algoritmen själv klassificera data. I för-
stärkt maskininlärning ingår det vidare att al-
goritmen får feedback från utfallet och ändrar 
sina prediktioner. Förenklat sagt behöver man 
för övervakad maskininlärning input och out-
put och för oövervakad maskininlärning bara 
input (16). Till exempel vid maskininlärning 
för att identifiera lesioner på datortomogra-
fibilder (DT) av skallen kan man segmentera, 
annotera eller inte alls märka bilderna (figur 
1). Detsamma gäller maskininlärning vid ut-
veckling av intensivvårdsalgoritmer. Man kan 
uppge för algoritmen vilka patienter som dör 
och överlever (övervakad maskininlärning) 
eller låta algoritmen själv utifrån mönster och 
skillnader dela in patienterna i två eller flera 
grupper (figur 2). Exempel på övervakade ma-
skininlärningsalgoritmer inkluderar logistisk 
regression (LogReg), linjär regression (LinReg), 
support vector machine (SVM), random forest 
(RF) och neurala nätverk. Flera studier har 
visat att de mer traditionella algoritmerna som 
LogReg, LinReg, SVM och RF presterar bättre 
än de mer komplexa neurala nätverken när 
man försöker utveckla algoritmer som förut-
spår kliniska utfall (t.ex. död efter traumatisk 
hjärnskada) (17, 18). Orsaken till detta är tro-
ligtvis att det krävs en enorm mängd data för 
att få ut den maximala potentialen av neurala 
nätverk (19). Det här kommer tydligt fram 
vid utveckling av bilddiagnostiska algoritmer 
där olika neurala nätverk (t.ex. U-Net (20)) är 
oslagbara, eftersom varje pixel (XY-koordinat) 
eller voxel (tredimensionell XYZ-koordinat) i 
varje skikt utgör en datapunkt (t.ex. DT-bilder 
av skallen består av upp till 100 skikt med upp 
till 512 x 512 pixlar per skikt, alltså cirka 26 
miljoner pixlar per DT-bild). Viktigt att förstå 
är att det inte finns någon "bästa algoritm" 
utan valet av huvudtyp och algoritm baserar 
sig på underliggande data och utfall. En fördel 
med de icke-neurala nätverksalgoritmerna är 
att man kan identifiera de faktorer som bidrar 
till algoritmens slutresultat, medan innehållet 
vid neurala nätverk oftast är en så kallad svart 
låda (black box) (21). Oftast är det så att man 
testar ett flertal olika algoritmer för att sedan 
använda den som fungerar bäst. Det är inte 
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alltid så enkelt att hitta fram till bästa lösning. 
Erfarenheten i vår forskningsgrupp har varit 
att det effektivaste sättet att uppnå resultat är 
att medicinskt utbildade personer som behärs-
kar maskininlärning och kodning samarbetar 
med professionella dataexperter eller kodare. 
Viktigt att inse är också att maskininlärning 
inte är ett egenvärde i sig och att man oftast 
uppnår lika bra resultat med traditionella 
statistiska metoder (17, 18).

Arti!ciell intelligens och  
situationen idag
Eftersom intensivvård är en dataintensiv gren, 
lämpar den sig väl som område för utveckling 
av maskininlärning. Fokus har hittills varit 
på att försöka utveckla modeller som kan i) 
förutspå dödlighet (22), ii) förutspå en specifik 
komplikation (t.ex. organsvikt) (23) och iii) 

förutspå vårdtid (24). Förutom intensivvård 
är patologi (25), radiologi (26) och oftalmo-
logi (27) medicinska områden där det pågår 
intensiv forskning inom maskininlärning. 

Inom forskningen kring traumatiska hjärn-
skador har det tidigare utvecklats en modell 
som kan förutspå stegringar i ICP (28, 29) och 
hypotensiva episoder (30) före en händelse. 
Vår grupp var den första som utvecklade en 
dynamisk prognosmodell för patienter som 
vårdas på intensivvårdsavdelning för trauma-
tisk hjärnskada (31). Målet med studien var 
att påvisa ett starkt samband mellan ICP och 
patientutfall och att visa att det med hjälp av 
tidstrendsvariabler på ett dynamiskt sätt går 
att kvantifiera hjärnskadans svårighetsgrad 
genom att sätta den i relation till risk för 
30-dagars dödlighet. Enkelt sagt visar algo-
ritmen graden av hjärnskada och hur olika 
behandlingar och insulter påverkar risken att 

Figur 2. Exempel på märkta intensivvårdsdata för två patienter med traumatisk hjärnskada som behandlades på 
intensivvårdsavdelning. Den övre bilden visar en patient som överlevde skadan och den undre bilden en patient 
som avled dag 5. Här används märkta data för att lära algoritmen känna igen variabler och deras egenskaper som 
leder till död och överlevnad. 

Figur 1. Exempel på omärkt bild (vänster), annoterad bild (mitten) och segmenterad bild (höger). Segmenterade 
och annoterade bilder är märkta och kan användas för övervakad maskininlärning. Icke märkta bilder används för 
oövervakad maskininlärning.
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dö inom 30 dagar. Algoritmen är i dagens läge 
fortfarande på proof of concept-nivå och den 
måste testas prospektivt för att dess kliniska 
värde ska kunna evalueras. I skrivande stund 
håller vi på att utveckla en robustare algoritm 
tillsammans med internationella samarbets-
partner och databaser för att senare kunna 
testa den i kliniska situationer (32). 

Framtidsutsikter 
De senaste åren har det skett stora framsteg 
inom maskininlärning och medicin. Det är 
till stor del en följd av datorernas ökade 
beräkningskapacitet och tillgången till data 
(speciellt online). Trots detta står maskinin-
lärning (AI generellt) och medicin inför flera 
utmaningar. Trots ett flertal lovande retrospek-
tiva studier med hoppingivande resultat för 
maskininlärning inom intensivvård (23, 31, 33, 
34), radiologi (35), patologi (25), oftalmologi 
(27) och dermatologi (36) har väldigt få av 
dessa algoritmer blivit prospektivt validerade 
för eller visats påverka patientutfall eller vård-
kvalitet. För att få dagens evidensbaserade 
kliniker att lita på maskininlärningsalgoritmer 
är det sannolikt att det kommer att krävas 
ett flertal prospektiva studier för att påvisa 
algoritmernas kliniska värde. Detta är dock 
någonting som utan tvekan kommer att ske. 
Därför vill vi betona vikten av att läkare gör 
sig förtrogna med maskininlärningens grunder 
för att i framtiden kunna ta del av utvecklingen 
och framför allt för att förstå principerna 
bakom de algoritmer som i framtiden kommer 
att integreras i läkarens arbete. Det är av yt-
tersta vikt att läkare är med och utvecklar nya 
kliniska applikationer och algoritmer. Om det 
arbetet överlåts till ingenjörer och kodare finns 
det risk för att algoritmerna inte är optimerade 
med avseende på patienter eller läkare. 

Till en början kommer algoritmernas 
främsta användningsområde vara att hjälpa 
kliniker att fatta beslut som baserar sig på en 
stor mängd högkvalitetsdata. Algoritmerna 
kommer alltså att fungera som ett hjälpme-
del. Det kommer att minska skillnaderna i 
vårdkvalitet och patientutfall oberoende av 
vårdenhet och tid på dygnet (t.ex. patientutfall 
efter traumatisk hjärnskada varierar beroende 
på var patienten behandlas) (37).

Forskningssamhället står också inför nya 
utmaningar, som innebär att det kommer att 
vara av stor vikt att kombinera akademisk 
forskning och samarbete med företag. Att 
utveckla en algoritm som med 99 procents 
säkerhet förutspår dödlighet efter traumatisk 

hjärnskada (eller vilken sjukdom som helst), 
men som bara finns på papper och på GitHub 
(https://github.com/) är i det närmaste me-
ningslöst. En algoritm som med 80 procents 
säkerhet förutspår dödlighet för samma sjuk-
dom, men som finns integrerad i monitorerna 
på intensivvårdsavdelningen har däremot 
potential för att revolutionera hela vården. 
Samarbete mellan kliniker, kodare, ingenjörer 
och företag är det som kommer att föra oss 
vidare in i nästa medicinska tidsperiod. Här 
har vi i Finland en ypperlig chans att vara med 
i den internationella spjutspetsen. 
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Summary
Artificial intelligence in the intensive care unit for patients with traumatic brain injury
Traumatic brain injury (TBI) is globally one of the leading causes of death and morbidity. There is no ef-
fective treatment for TBI. Intensive care of TBI aims to mitigate the progression of secondary brain injury 
by maintaining normal physiological hemostasis without causing additional insults to the brain. There is 
no objective way to quantify the severity of secondary brain injury and its effect of patient prognosis. As 
a consequence of recent technological progresses it is now possible to create new machine-learning based 
treatment and prognostic algorithms. Such algorithms have the potential to improve quality of intensive 
care and patient outcomes. 


